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RESUMO

Minerac&o de dados é o processo de obtencédo de conhecimento em bases de
dados, para transforma-los em informacdes Uteis para a tomada de decisdo ou
avaliacdo de resultados. Com o0 avango tecnoldgico, o numero de informacdes
produzidas no setor da saude aumentou, porém este numero de dados é dificil de
ser interpretado para apoiar tomadas de decisdes referentes ao planejamento de
novos projetos de redugdo da taxa de mortalidade infantil no Brasil. O objetivo do
presente estudo foi, portanto, exemplificar as técnicas de mineracdo de dados e
implementar o algoritmo Expectation-Maximization em uma base de dados sobre
Obitos infantis, procurando encontrar padrées que possam ser Uteis. Entre as
informagdes resultantes da aplicacdo deste algoritmo, observou-se que 0 maior
grupo de ébitos infantis atinge significativamente os dados referentes a raca e ao
tipo de parto. Apesar da analise dos clusters ser bastante complexa, informacdes

como esta pode ser utilizada em futuros projetos e campanhas.

Palavras Chave: Mineracdo de Dados; Mortalidade Infantil; Expectation-
Maximization;
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ABSTRACT

Data mining is the process of obtaining knowledge in databases, to transform
them into useful information for decision making or evaluation of results. With the
technological advancement, the amount of information produced in the health sector
increased, however this amount of data is difficult to be interpreted to support
decision making regarding the planning of new projects to reduce the infant mortality
rate in Brazil. The aim of this study was exemplify the data mining techniques and
implement the Expectation Maximization algorithm on a database of infant deaths,
trying to find patterns that might be useful. Among the information resulting from the
application of this algorithm, it was observed that the largest group of infant deaths
reaches significantly the data relating to race and type of childbirth. Although the
analysis of clusters be quite complex, as this information can be used in future

projects and campaigns.

Keywords: Data Mining; Infant Mortality; Expectation-Maximization.

VIl



API

DATASUS
EM

IBGE

JVM

KDD

OMS
SIM
SUS
UCl
WEKA

LISTA DE SIGLAS

Application Programming Interface (Interface de Programacao
de Aplicacdes)

Departamento de Informatica do SUS

Expectation Maximization (Maximizagcédo da Expectancia)
Instituto Brasileiro de Geografia e Estatistica

Java Virtual Machine (MaquinaVirtual Java)
Knowledge-Discovery in Databases (Descoberta de
Conhecimento em Base de Dados)

Organizacao Mundial da Saude

Sistema de Informacao sobre Mortalidade

Sistema Unico de Saude

Universidade da Califérnia, Irvine

Waikato Enviroment for Knowledge Analysis



LISTA DE ILUSTRACOES

Figura 1 - Grafico da taxa de mortalidade infantil nas regides do Brasil ......... 20
Figura 2 - Etapas d0 KDD ...........uuuiiiiiiiiiiiiiiiiiiiiiiiiiiiiiiiiieiiiieeeieeeeneeeneeenees 22
Figura 3 - Técnicas de minerag8o de dados ...........ccceeeriviiiiiiiiiiieiee e 25
Figura 4 - Exemplo de Arvore de ClasSifiCagao...........ccoevvevueeeeeeiieieeeeee e, 26
Figura 5 — Grafico de Reressao LOgiStiCa ........cccevveeeiviiiiiiiiiiiieeeeeeeeiee e 27
Figura 6 — Exemplo de ClUSIENZAGCA0..........uuuuuriiiiiiiiiiiiiiiiiiieee 28
Figura 7 - Grafico de Sexo da Mortalidade Infantil em 2010 ...............coeuneneee. 32
Figura 8 - Grafico de Raca e Cor da Mortalidade Infantil em 2010 .................. 33
Figura 9 - Grafico de Gravidez da Mortalidade Infantil em 2010 ...................... 33
Figura 10 - Grafico de Tipo de Parto da Mortalidade Infantil em 2010............. 34
Figura 11 — AMDIENte EXPIOIEr .......uuuiiiiiiiiiiiiiiiiiiiiiiiiiiiii e 36
Figura 12 — Ambiente Visualize com esquemas 2D dos dados ....................... 37
Figura 13 — llustracao do passo EXpectation............ccccvvvvvviiieieeeeieeeiicee e, 38
Figura 14 — Grafico comparativo entre peso e idade............cccceeeeeeeeeeiiiiinnnee. 40
Figura 15 - Clusterizagdo do EM para Raga/Cor.............eeuuiiiiiiiiiiiiiiiiiiiiiiiinnnns 41
Figura 16 - Clusterizagdo do EM para tipo de parto.................eeeveeeeemeiniinnnnnnnns 42

Figura 17 - Clusterizacdo do EM para gestacao ..........cccccceeeeeeeeeeeeeeiiiiceneeeenn, 43



LISTA DE TABELAS

Tabela 1 - Mortalidade Infantil em diversas regifes ..cccceeeviiiieiieeeiininnnnn. 18
Tabela 2 - Taxa de mortalidade infantil, segundo as Grandes Regides do Brasil
= 193071990 ...t et e e e e e et rraaaeaaananns 19

Xl



SUMARIO
INTRODUGAOD ..ottt ettt ettt neeaeeaennanis 13
1.  INDICADORES DE SAUDE ......ccouiitiieiieeeee ettt 17
1.1. TAXA DE MORTALIDADE INFANTIL ..cttiiiiiiiiiiiieeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeees 18
1.2. HISTORICO DA MORTALIDADE INFANTIL NO BRASIL .....ccocveveevevennnne. 19
2. MINERACAQO DE DADOS ......coiiiiiieeieceecteeeete e eeee et ete sttt ste st ene s 21
2.1 DESCOBERTA DE CONHECIMENTO.......cuuuuiiiiiiiiiiiiiiiiiiiiiiiienieiinnnennnnnnennnes 21
2.2.  CONCEITUALIZACAO ... 23
2.3. TAREFAS ... 24
2.3.1. Arvores de ClasSifiCAGAD .........ceiueieieeeeeeeeeee e eeee e e 25
2.3.2. RegresSSa0 LOGISHICA ....uuuiiiiieiiiiieiiiiee et e e 26
2.3.3. ASSOCIAGAD ...cceeeeeeeeee e 27
2.3.4. ClUSEEIZAGAD ......cce e e eeeeeeeeee e 27
3. DESENVOLVIMENTO ..ot 29
3.1 DESCRICAO DO PROBLEMA .......oooieeeciececeeeeeee e, 29
3.2.  PREPARAGCAQO DOS DADOS .....ccooueieeieeeeteeeeee e 29
3.2.1. Sistema UniCo de SAUE .........ceeeeiveeieeieceeeeee et 30
I = T T =0 [T D - To [0 1 U 30
3.2.3. Pré-processamento da Base de Dados............cccoeveeeeiiiieiiiiiiiieiee e, 31
3.2.4. ANAlises EStatiStiCas........cccoeeeieeiee e 32
3.2.5. Transformacgao dOS DadOS ..........ccooeeiiiiiiiieeeeeeeeeeee 34
3.3. LAY L 35
3.4. ALGORITMO EXPECTATION-MAXIMIZATION (EM) ccccovvviviiiiiiiiieiieeeeeeee 37
3.5. EXPERIMENTOS E RESULTADOS........uuuuiiiiiiiiiiiiiiiiiiiineniinnennnnnnnnnnnennnnenns 39
3.5.1. Analise com 0 ViSUANIZE .......cccoeeeeeee e 40
3.5.2. Aplicagdo do AlQoritmo EM...........uuuiiiiiiiiiiiiiiii e 41
4, CONSIDERACOES FINAIS......ooiieeeeeeeeeeeeeeeeee ettt 44

B, REFERENCIAS .. .o ettt 46

Xl



13

INTRODUCAO

Atualmente o uso da informatica € essencial para diversas tarefas do ser
humano, e o continuo avango tecnolégico faz com que novas informagdes sejam
criadas a todo instante (BRAGA, 2005).

As unidades de saude geralmente possuem um enorme conjunto de dados
sobre seus pacientes, que vao desde informagdes pessoais como nome e endereco,
até dados especificos como data da ultima consulta ou eventuais tratamentos.
Porém é desvantajoso ter uma grande base de dados sem que esta |he proporcione
algum retorno, portanto o ideal seria interpretar tais dados de modo a transforma-los
em informacdes significativas para tomada de decisdo e desta forma trazer
melhorias para o hospital e para a populagédo que o utiliza. Uma das tecnologias
utilizadas para se obter essas informagdes € o KDD (Knowledge Discovery in
Databases - Descoberta de Conhecimento em Bases de Dados), sendo a mineragéo
de dados (Data Mining) a parte mais importante deste procedimento (OLIVEIRA,
2001).

Mineracao de dados € o processo de obtengdo de conhecimento em bases de
dados, que procura padroes entre os dados para transforma-los em informacdes

uteis para a tomada de decis&o ou avaliacédo de resultados (BRAGA, 2005).

O autor diz ainda que a mineragao de dados possui varias técnicas, sendo
mais utilizados Clusterizagdo, que reune os dados em grupos de acordo com
similiariedades, Redes Neurais, que avaliam os dados através de ndés interligados
em uma rede, Arvore de Classificacdo, que testa todos os valores do dado para
identificar aqueles que possuem mais influéncia nos itens de saida selecionados
para exame, e Regressao, que estima a probabilidade de uma variavel alvo com

base no demais dados.

De acordo com Frank e Asuncion (2010) a mineragcdo de dados pode ser
aplicada em inumeras situacbdes praticas, como calcular a probabilidade de um
jogador ganhar uma partida de jogo da velha com base em suas jogadas iniciais, ou
até mesmo fazer previsao do clima e tempo. Os autores disponibilizaram no site da
UCI (Universidade da Califérnia, Irvine) um repositério de bases de dados publicos

para serem utilizados em estudos, além de diversos exemplos de aplicacao.
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Para tanto o estudo se justificou pelo fato de que os grandes hospitais
atualmente possuem uma enorme base de dados de seus pacientes e as técnicas
de mineracao de dados auxiliam a transformacido destes dados em informacdes

uteis e fundamentais para tomada de deciséo eficiente (OLIVEIRA, 2001).

O pesquisador pretende especializar-se na area de banco de dados e
tratamento de informagdes, pois se interessa em seguir tal area como carreira
profissional por considerar o assunto atrativo e primordial no desenvolvimento de

softwares e na informatica em geral.

Ja o problema foi: O avango tecnolégico aumentou o numero de informagdes
produzidas no setor da saude, incluindo dados a respeito da mortalidade infantil,
porém esse grande numero de dados é dificil de ser interpretado, sendo que, se
fosse, poderia produzir conhecimento que ajudariam no planejamento de novos

projetos com o objetivo de minimizar tal mau em nosso pais.

Como pergunta que se buscou responder: A técnica de clusterizacdo da
mineragao de dados pode extrair padrées suficientes em uma base de dados dos
Obitos infantis a ponto de apontar grupos de dados com similariedades que podem
auxiliar tomadas de decisao referentes a novos projetos que objetivam diminuir a

taxa de mortalidade infantil no Brasil?

As hipoteses foram: a) O uso da técnica de clusterizagdo € capaz de
descobrir conhecimento que ajude o planejamento de projetos para reducdo da
mortalidade infantil; b) Apesar de descobrir alguns padrées, o conhecimento
resultante da aplicacdo do algoritmo Expectation Maximization é insuficiente para
auxiliar a criagdo de novos projetos de redugcdo da mortalidade infantil, e c) O
processo de mineracdo de dados aplicado ndo € capaz de gerar conhecimento
suficiente para diminuir a taxa de mortalidade infantil.

O objetivo geral consistiu em exemplificar as técnicas de mineragao de dados,
focando no funcionamento e nas etapas do algoritmo Expectation Maximization,
procurando demonstrar a importancia de seu uso para produzir uma compreensao

dos dados que possa influenciar tomadas de decisdes.

Os obijetivos especificos foram: a) Fazer um levantamento bibliografico sobre
mortalidade infantil para apresentar ao leitor os conceitos basicos; b) Fazer um

levantamento bibliografico sobre mineragdo de dados, visando compreender
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adequadamente a técnica para apresentar os conceitos basicos e a historia da
mineragao de dados; e c¢) Aplicar o algoritmo Expectation Maximization sobre uma
base de dados dos 6bitos infantis disponibilizados pelo Ministério da Saude. Através
da analise desta aplicagao espera-se produzir conhecimento suficiente para otimizar
a compreengéo dos dados e auxiliar a criagao de futuros projetos de minimizagao da

taxa de mortalidade infantil no Brasil.

Como metodologia para o desenvolvimento deste trabalho, foi utilizada
pesquisa aplicada, que Andrade (2009) conceitua como a pesquisa que pde em
pratica os conceitos estudados gerando conhecimento para solucionar um problema
especifico. Esta pesquisa € adequada, pois sera desenvolvido um modulo de
implementagdo de mineragdo de dados a partir de estudos desta tecnologia. Na
forma de abordagem foi utilizada a pesquisa quantitativa, que para Andrade (2009),
consiste em extrair conhecimento de dados numéricos e estatisticos, o que se
enquadra neste trabalho, pois o0 modulo implementado tratara os dados
apresentando diversos novos dados estatisticos que serdo analisados para avaliar

possiveis influéncia de fatores sobre a mortalidade infantil no Brasil.

Quanto aos objetivos, foi empregada a metodologia exploratéria, que
Andrade (2009) define como a pesquisa que harmoniza os aspectos tedricos e
praticos, o que sera feito com o desenvolvimento do modelo proposto a fim de
estimular a compreensdo. Foi utilizada também a metodologia descritiva, que
segundo Andrade (2009), expbe as caracteristicas de determinado assunto. Neste
trabalho esta metodologia foi adotada para explicar os conceitos de Mineragao de

Dados, e da mortalidade infantil.

Como procedimentos técnicos, foi aplicada a pesquisa bibliografica, que o
autor conceitua como a pesquisa feita a partir de materiais ja publicados, como livros
e artigos. Esta pesquisa foi essencial para tornar possivel conceituar e apresentar as
técnicas utilizadas nos projetos de Mineragdo de Dados, e situar o leitor a respeito

da mortalidade infantil.

O trabalho foi estruturado em quatro capitulos, sendo que o primeiro introduz
o leitor ao assunto de mortalidade infantil expondo seu histérico tanto no Brasil como
no exterior, 0 segundo traz um histérico da Mineragao de Dados e seus conceitos,

bem como suas técnicas de implementacgao, o terceiro descreve a preparagao dos
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dados e a aplicagao do algoritmo proposto. Com base nas informag¢des conseguidas
a partir dos estudos realizados no capitulo anterior, o quarto capitulo se reserva as

Consideracoes Finais.
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1. INDICADORES DE SAUDE

Este capitulo introduz o leitor ao assunto de mortalidade infantil, que é um dos
indicadores de saude utilizados para avaliar os servicos oferecidos a populacao e

qualidade de vida da sociedade em questéo.

A taxa de mortalidade infantil faz parte dos indicadores de mortalidade, que
registram dados de diversas mortalidades especificas, como taxa de mortalidade por
diabete melito, taxa de mortalidade por doencas transmissiveis e mortalidade
neonatal. Além destes indicadores de mortalidade, o ministério da saude também
monitoram indicadores demograficos, socioeconémicos, de morbidade, de fatores de

risco e protecéo, de recursos e de cobertura.

Os indicadores demogréficos sdo aqueles que monitoram os dados sobre o
avanco da populacdo, como grau de urbanizacdo, esperanca de vida, taxa de
crescimento, entre outros. Os indicadores socioecondmicos monitoram as
informacdes especificas da economia, como taxa de desemprego, taxa de trabalho
infantil, PIB (produto interno bruto), e informagdes sociais, como a taxa de
analfabetismo e escolaridade da populacdo. Ja os indicadores de morbilidade séo
especificos da area da salude e registram informacdes a respeito da incidéncia e
taxa de diversas doencas transmissiveis, taxas de internacdo hospitalar e
prevaléncia de pacientes em dialise. Também na &rea da saude, os indicadores de
fatores de risco e de protecdo armazenam dados sobre fatores que influenciam a
saude da populagdo, como prevaléncia de fumantes, prevaléncia de excesso de
peso e proporcao de nascidos vivos de baixo peso ao nascer. Os indicadores de
recursos monitoram dados de recursos disponiveis a populagcdo, como numero de
profissionais da saude por habitante, nUmero de leitos hospitalares por habitantes, e
também informagfes a respeito de investimentos na area da saude. Por fim, os
indicadores de cobertura monitoram a abrangéncia dos servigos oferecidos, como

cobertura vacinal, cobertura de coleta de lixo e cobertura de consultas de pré-natal.

Todos estes indicadores sédo imprescindiveis para avaliagdo da condi¢cao de
vida na regido em questdo e sao utilizados no planejamento de estratégias que

objetivam aumentar o bem estar e a qualidade de vida da populacéo.
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1.1. TAXA DE MORTALIDADE INFANTIL

A taxa de mortalidade infantil equivale ao nimero de criangcas menores de um
ano que morrem entre mil nascidas vivas. Este nimero pode ser calculado em
diferentes regides, como cidades, estados, paises, ou qualquer outro local, e é
extremamente importante para que se possa avaliar a qualidade de vida do local em
guestdo, uma vez que esta taxa € fortemente ligada aos servicos oferecidos a
populacao, como disponibilidade de vacinas, sistema de salude e saneamento basico
(FRANCISCO, 2013).

Tabela 1 - Mortalidade Infantil em diversas regides (FONTE: Adaptado de WHO, 2013).

Mortalidade Infantil

1990 2000 2011
Brasil 49 31 14
Africa 106 93 68
Américas 33 23 13
Sudeste da Asia 77 59 42
Europa 27 17 11
Mediterraneo Oriental 73 58 44
Pacifico Ocidental 37 27 13

De acordo com a Tabela 1, com dados extraidos do World Health Statistics, a
taxa de mortalidade infantil no Brasil em 1990 era de 49 e caiu para 14 em 2011.
Este nUmero ainda € maior que a taxa calculada nas Américas, cuja taxa caiu de 33
para 13 no mesmo periodo, e também da Europa, que reduziu sua taxa de 27 para
11.

Nota-se também que o continente africano possui uma taxa de mortalidade
infantil extremamente superior as das outras regides, mostrando uma provavel falta

de estrutura no sistema de salde local.
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1.2. HISTORICO DA MORTALIDADE INFANTIL NO BRASIL

Assim como nas outras regides ao redor do mundo, a taxa de mortalidade
infantil também tem diminuido ao longo dos ultimos anos. De acordo com os dados
do IBGE (Instituto Brasileiro de Geografia e Estatistica) de 1999, mostrados na
Tabela 2, a taxa de mortalidade infantil no Brasil em 1930 era de 162,4, decrescendo
para 48,3 em 1990. E importante salientar que segundo o IBGE (1999), mesmo em
1930 com esse valor sendo tédo alto quando comparado aos valores mais recentes,
esta taxa ja estava passando por um processo de minimizacdo com otimizacdo dos

servicos oferecidos a populacao.

Tabela 2 - Taxa de mortalidade infantil, segundo as Grandes Regibes
Brasil - 1930/1990 (FONTE: adaptado de IBGE, 1999).

Ao Taxa de mortalidade infantil (%o)
Brasil Norte Nordeste Sudeste Sul Centro-Oeste

1930 162,4 193,3 193,2 153 121 146
1940 150 166 187 140 118 133
1950 135 145,4 175 122 109 119
1960 124 122,9 164,1 110 96 115
1970 115 104,3 146,4 96,2 81,9 89,7
1980 82,8 79,4 117,6 57 58,9 69,6
1990 48,3 44,6 47,3 33,6 27,4 31,2

Como pode-se notar na Tabela 2 e também no grafico ilustrado na Figura 1, a
taxa de mortalidade tem diminuido significativamente. Nota-se também que os
valores entre as regibes no passado eram mais proximos, entretanto a diferenca
aumentou com o passar do tempo, principalmente entre as regides sul, que em 1990
tinha taxa de 27,4, e nordeste, que tinha taxa de 47,3 no mesmo periodo. Desta
forma, apesar da queda da taxa, ainda pode se perceber uma grande desigualdade

entre tais regides.
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Com base em tais dados, também ¢é possivel notar que a queda da taxa de

mortalidade infantil acentuou-se fortemente a partir da década de 70. Segundo o

IBGE (1999), isto se deve ao modelo de intervengcdo que foi implantado no

saneamento basico, na medicina curativa, preventiva, e nos ultimos anos na criagao

de programas de saude que acompanham a gestante e o bebé desde o pré-natal, e

campanhas de aleitamento materno e vacinagéo. Entretanto, este declinio ndo se

deve somente ao investimento nos servigos oferecidos para a populagéo, pois deve

ser somada a queda acentuada do nivel de fecundidade, porém este fator nao tira a

importancia da qualidade dos servigos publicos, principalmente os investimentos no

setor da saude em areas carentes, na evolugcdo da taxa de mortalidade infantil no

Brasil.
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2. MINERAGAO DE DADOS

A mineracdo de dados surgiu no fim da década de 1980. Nesta época os
bancos de dados relacionais tinham sido recentemente desenvolvidos e ja eram
implementados com sucesso, 0 que resultou em um enorme volume de dados
(WILLIAMS, 2011).

No inicio dos anos 1990s, este aumento de dados produzidos fez com que os
pesquisadores de Banco de Dados se preocupassem com tdo grande numero de
dados armazenados e pouco utilizados. Isto fez com que estes pesquisadores se
interessassem pela mineracdo de dados, para que estes dados pudessem produzir

conhecimento util para as empresas.

Porém esta tecnologia também atraiu profissionais de outras areas,
principalmente de Inteligéncia Artificial, que tem como um dos principais
fundamentos a capacidade de aprendizado de maquinas através da analise de um
conjunto de dados, o que se assemelhava com o objetivo da mineragao de dados. A

partir de entdo as duas linhas de pesquisas comegaram a progredir em harmonia.

Outra area de pesquisa que contribuiu para o desenvolvimento da mineracao
de dados é a Estatistica, muito utilizada na verificacdo da veracidade dos modelos,
pois por meio de estatisticas podemos descobrir a relevancia das relagdes entre os

dados, mesmo que tais relagdes n&o estejam explicitas.

Atualmente, mineracao de dados € uma tecnologia que chama cada vez mais
a atencao de pesquisadores e empresas por ter se mostrado eficaz na analise de

dados e extracdo de conhecimento.

2.1. DESCOBERTA DE CONHECIMENTO

O processo de transformar os enormes volumes de dados em informacao util
€ denominado Descoberta de Conhecimento em Bases de Dados, ou KDD

(Knowledge Discovery in Databases). Esse processo € composto por varias etapas,
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como mostrado na Figura 2, tendo inicio na selegdo da base de dados e englobando
a preparacao e tratamento destes dados, a implementagcdo da mineracdo de dados
e, por fim, a andlise dos resultados para descoberta de conhecimento (OLIVEIRA,
2001).

ApOs selecionar a base de dados, antes de aplicar as técnicas de mineragao
de dados é preciso preparar tais dados, selecionando os atributos que possam ter
relevancia na mineragao e contribuir para a obtencdo de conhecimento. Os dados
estritamente especificos como nome ou telefone, ou dados constantes, devem ser

descartados.

‘ Interpretacao/
‘ | avaliagio
Mineracdo |°

de dados \

e \
Formatagao N \ //
\ - \ /é/' /Conhecimento

‘ Pré-processamento ’ R y '\ M
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: inleresse

Figura 2 - Etapas do KDD (Fonte: FAYYAD et. al., 1996).

Na primeira etapa deve-se selecionar a base de dados na qual se deseja
aplicar a mineragéo. E essencial que a base de dados contenha dados corretamente
inseridos, com o menor numero de erros de digitagdo, auséncia de informacgdes,
dados aberrantes e auséncia de valores, pois influenciardo na incoeréncia dos
resultados. Por este motivo € importante que os dados passem pela proxima etapa,
onde estes problemas serao corrigidos.

A segunda etapa consiste no pré-processamento dos dados. Nesta etapa os
dados que néo influenciam o objetivo do modelo que sera construido deverdo ser
retirados. Para os dados inconsistentes ou ausentes sdo empregadas diversas

técnicas para substituicado destes valores, como, no caso de valores quantitativos,
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preencher com a média de toda a base de dados, a média local dos dados préximos,
ou a mediana (BRAGA, 2005).

Apos a verificagdo da consisténcia dos dados, a base de dados deve ser
convertida para um formato que possa ser utilizado pela aplicagdo onde sera
realizada a mineragdo. Outro objetivo desta etapa é reduzir o numero de dados
através de diversas técnicas, como a Sumarizagdo que pode agrupar dados
substituindo-os por intervalos, ou a Codificagdo, que consiste em substituir valores

qualitativos em quantitativos para facilitar os calculos estatisticos (BRAGA, 2005).

Com a base de dados pronta, a proxima etapa € a mineragcao dos dados,
sendo considerada a principal etapa do KDD. Neste momento sdo aplicados um ou
mais métodos especificos para extragdo de regras ou padrdes, que depois de
interpretados resultardo em conhecimento. E comum nesta fase voltar as etapas

anteriores para fazer novas modificagdes nos dados.

Depois de aplicar a mineracéo, deve-se por em pratica a ultima etapa, onde as
regras e os padrbes encontrados na etapa anterior serdo analisados e convertidos
em conhecimento e, desta forma, auxiliar a tomada de decisdo para o alcance do
objetivo, como por exemplo a otimizagdo do Retorno do Investimento ou
potencializagédo dos lucros (OLIVEIRA, 2001).

2.2. CONCEITUALIZACAO

Segundo Fayyad et. al (1996, p 6):

“[...] Extragao de Conhecimento de Base de Dados é o processo de
identificacdo de padrbes validos, novos, potencialmente Uteis e
compreensiveis embutidos nos dados.”

Porém, de acordo com Rezende et. al. (2003), alguns pesquisadores
consideram o KDD como o processo completo da descoberta de conhecimento em

bases de dados, sendo a mineracao de dados a principal etapa.
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Esta etapa do KDD envolve a aplicagao repetida de métodos e algoritmos
especificos para encontrar padrdes nas bases de dados. Estes padrdées serao
interpretados na etapa final do KDD e proporcionara a descoberta de conhecimento
(OLIVEIRA, 2001).

2.3. TAREFAS

A mineracado de dados possui diversos metodos para modelagem, que devem
ser escolhidos de acordo com a necessidade do modelo a ser construido. E
importante relatar que ndao ha um método especifico para um modelo, e aconselha-
se a implementacdo de mais de um algoritmo para minimizar as incertezas e
escolher o que mais condiz com seus objetivos. Apos a selegdo do método e da
implementagcdo o modelo deve ser validado para que os resultados possam ser
considerados admissiveis (BRAGA, 2005).

De acordo com Braga (2005), as tarefas para mineracao de dados estédo
divididos em dois grandes grupos:

a) Predicdo, que estima o valor de uma variavel com base nos demais

atributos;

b) Descricao, o qual faz agrupamentos e correlagbes entre os atributos de

uma base dados, para proporcionar maior compreensao das informacoes.

Classificacao

- —
- —

Regressao

Associacao

Mineracao de
Dados

Agrupamento
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Figura 3 — Técnicas de mineragéo de dados (Fonte: Elaboragéo propria).

O primeiro grupo enquadra os métodos de Regressao e de Classificagao, e no
segundo se encontram os métodos de Associagdo e de Agrupamento, conforme
mostrado na Figura 3. Cada um destes métodos, por sua vez, compreendem varias

técnicas e algoritmos diferentes.

Os métodos de mineracdo de dados sao divididos também em Aprendizado
Supervisionado e Aprendizado Nao-Supervisionado, sendo o primeiro quando a
variavel que se quer estimar € conhecida na base de dados e a mineragao
categoriza os demais dados em relagao a ela, e a segunda quando a variavel alvo
nao € conhecida na base de dados e a mineragdo categoriza apenas similaridade
entre os dados (CAMILO e SILVA, 2009).

Nos sub-capitulos a seguir sera expostos os principais conceitos de algumas
técnicas de mineracdo, porém nao serao aprofundados pois apenas a ultima é

objeto de estudo deste trabalho.

2.3.1. Arvores de Classificacdo

Braga (2005, p 48) conceitua este técnica como:

“Um procedimento hierarquico para predizer a classe de um objeto
com base em suas variadveis preditoras [...]. A variavel alvo é
obviamente categérica e o0 método permite sua predicdo em funcéo
doa niveis observados das variaveis preditoras, as quais também
devem ser categoricas. Caso ndo sejam € necessario codifica-las
convenientemente.”

Este método requer uma amostra de treinamento, ou seja, uma parte dos
registros da base de dados. Com base nesta amostra é possivel construir com esta
técnica uma arvore hierarquica onde cada né representa uma variavel da base de
dados, como mostrado na Figura 4. Esta arvore sera utilizada para classificar novos
registros de acordo com o comportamento dos dados analisados pela amostra de

treinamento.
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Figura 4 - Exemplo de Arvore de Classificacéo (Fonte: SALVADOR et. al., 2009).

2.3.2. Regressdao Logistica

A regressdo é uma técnica para valores quantitativos que objetiva estimar o
valor que uma variavel ird assumir baseado nos valores das demais variaveis,
utilizando Aprendizado Supervisionado (CAMILO e SILVA, 2009).

A Regresséo Logistica (Equacgéo 1) calcula um peso g para cada campo, de
acordo com sua influéncia sobre a variavel que se quer estimar. Os valores ; até B,
sao utilizados na férmula abaixo, onde p é a probabilidade da variavel alvo que vai
de 0 a 1, os valores de X; até X,. os valores dos demais campos na base de dados, e

r 0 nimero de campos.

1

p= 1+ e~ (Bot B1X1+ ...+ BrXy) (1)

Os valores de p calculados por esta equacdo sempre ficam contidos no
intervalo de 0 a 1, sendo que quanto mais o resultado se aproxima de 1, aumenta a
probabilidade da varidvel em estudo ser positiva e quanto mais se aproxima de 0,
amplia a possibilidade da variavel ser negativa, formando uma curva como mostrado
na Figura 5 (BRAGA, 2005).
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Figura 5 - Grafico de Regressao Logistica (Fonte: COLLINS, 2013).

2.3.3. Associacéao

As regras de associagao sao muito utilizadas na mineragao de dados, e tem
como obijetivo avaliar a relagao estre ddiferentes conjuntos de atributos. Desta forma
pode-se descobrir, por exemplo, que € comum aos clientes que compram o produto
X também comprar o produto Y. Uma informagao como esta pode ser utilizada para
alocar tais produtos de maneira que facilite a compra e , conseguentemente,
maximize o lucro da empresa (SCHONHORST, 2010).

2.3.4. Clusterizacao

A Clusterizagdo, ou Agrupamento € um método de Aprendizado Na&o-
Supervisionado, que constréi grupos de registros, como mostrado na Figura 6,
reunindo dados que apresentam similaridades entre si e se diferem das
caracteristicas de outros grupos. Este método néo trabalha fazendo probabilidades
ou classificagbes, pois seu objetivo consiste em analisar as semelhangas entre os

atributos.
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¥

Figura 6 - Exemplo Clusterizagéo (Fonte: WIKIPEDIA, 2013).

Com base na funcéo da técnica de clusterizacdo, esta adequou-se ao objetivo
deste trabalho e, portanto, sera 0 método utilizado no desenvolvimento do modelo

de Mineracado de Dados descrito no Capitulo 3.
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3. DESENVOLVIMENTO

Este capitulo descreve a preparagao dos dados e a aplicagao do algoritmo de

mineracao de dados proposta.

3.1. DESCRICAO DO PROBLEMA

Atualmente o avango tecnoldgico tem atingido os mais diversos tipos de
estabelecimentos e sdo implementados softwares para gerenciar os mais diferentes
tipos de informacdes. Esta tecnologia tem atingido também a area da saude com a
existéncia de diversos softwares, tanto para hospitais privados quanto para
instituicbes publicas mantida pelo governo. Desta forma aumentou-se o numero de
informagdes produzidas sobre as sub-areas da saude, como, por exemplo,
gerenciamento de internagdes, exames, nascimentos e mortalidade. O SIM (Sistema
de Informacbées de Mortalidade) € um dos softwares criado pelo governo para
gerenciar dados da saude, especificamente sobre mortalidade infantil e produz uma
enorme quantidade de dados. Entretanto, por ser um numero tdo grande de dados, €
dificil interpreta-los, mas se fossem melhor compreendidos poderiam vir a produzir
novos conhecimentos que facilitariam a compreensdo das causas e fatores que
influénciam a mortalidade infantil no Brasil e poderiam ser planejados projetos com o

objetivo de minimizar tal mau em nosso pais.

3.2. PREPARACAO DOS DADOS

Antes da aplicagédo do algortimo de mineragao, foi necessario estudar a base
de dados utilizada neste trabalho com o intuito de melhor compreendé-la para que
ao fim da aplicagédo pudesse ser feita a analise dos resultados. Foram estudados os
atributos da base de dados e feita uma analise estatistica dos campos que

aparentaram ser de maior importancia.
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3.2.1. Sistema Unico de Saude

O Sistema Unico de Saude (SUS), mantido por impostos pagos pela
populagao, foi criado em 1988 pela Constituicdo Federal para gerenciar a saude no
pais de maneira que qualquer cidadao, independente de sua condi¢cao financeira,
tenha acesso a atendimento publico, tendo direito a tratamentos, internacdes e

exames médicos.

Além dos postos de saude e hospitais publicos, ha alguns centros privados de
saude que fazem parte do SUS através de convénios e contratos quando o setor

publico do local ndo é suficiente para atender a populagéo.

3.2.2. Base de Dados

Neste trabalho foi utilizada a base de dados do SIM, disponibilizadas para uso

publico pelo DATASUS?, que é o Departamento de Informatica do SUS.

O SIM é um sistema que gerencia as informacgdes sobre mortalidade no Brasil
criado em 1975 e informatizados em 1979, e armazena dados quantitativos e
qualitativos regulares das declaragbes de oObito geralmente emitida pelo médico
responsavel. A partir de tais dados € possivel realizar analises e avaliagbes para,
desta forma, planejar medidas que possam reduzir a mortalidade por causas

preveniveis ou evitaveis e otimizar a gestdo da saude no pais.

A declaracao de 6bito, fonte de informacgao do SIM, é impressa em trés vias e
preenchida pela unidade de saude onde ocorreu a comprovagao do oObito. Essas
vias sao encaminhadas as Secretarias Municipais de Saude para serem digitadas e
inseridas no SIM local. Posteriormente, esses dados sdo encaminhados pela internet
para as unidades estaduais, e em seguida para as federais. Essa fragmentacéo é de
suma importancia pois desta forma é possivel realizar analises estatisticas mais

especificas filtrando os dados por estado, ou regiéo.

! http://www2.datasus.gov.br/DATASUS/index.php
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O Ministério da Saude disponibiliza publicamente os dados dos O&bitos
ocorridos entre 1979 e 2011 para serem utilizados como instrumento de pesquisa
tanto pela internet, através do site do DATASUS, quanto em CDs enviados as

Secretarias de Saude e algumas Universidades.

Em 2005 a OMS (Organizacdo Mundial da Saude) avaliou os sistemas que
gerenciam os dados de mortalidade, classificando sua qualidade como alta, média
ou baixa. Nesta avaliagdo o SIM foi categorizado como qualidade intermediaria e,

desde entdo, o Brasil tem investido na potencializagao deste sistema.

3.2.3. Pré-processamento da Base de Dados

Realizou-se um pré-processamento no banco de dados do SIM, onde se notou
a existéncia de campos ndo preenchidos, como Cdédigo do Bairro, Escolaridade, e
Ocupacgédo. Além destes ha alguns campos também ndo preenchidos que né&o
constam na descricdo dos dados cedida pelo DATASUS, como os campos
OBITOGRA, CAUSABAS, e LINHAA. Para que estes valores faltantes nao
prejudiquem o resultado final da mineragdo, estes campos foram retirados da base
de dados. Outros campos, como Idade da mae e Quantidade de Filhos Vivos
apresentavam uma pequena quantidade de valores armazenados como “997
indicando dado nao informado. Estes dados foram substituidos por “?”, que o weka
interpreta como dado faltante, para que nao fosse tratado como um valor numérico e

influenciasse a mineragao.

Notou-se também, entre os diversos atributos, o registro de informag¢des que
podem ser relevantes para a descoberta de conhecimento a respeito da mortalidade
infantil, como o tipo do o6bito (fetal ou nao fetal), idade, sexo, raga, idade da mae,
quantidade de filhos vivos, quantidade de filhos mortos, gravidez (Unica, dupla, tripla
ou mais), tempo de gestagao e tipo do parto. Espera-se portanto que estes dados

sejam suficientes para concretizar o estudo deste trabalho e alcangar seu objetivo.
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3.2.4. Analises Estatisticas

Antes da implementagao do algoritmo foi realizada uma analise estatistica dos
principais atributos da base de dados para melhor compreensao das informacgdes.
Nesta analise, apesar de 0.5% dos sexos nao terem sido registrados, foi constatado
que mais da metade dos obitos infantis sdo do sexo masculino (55.6%), conforme

mostrado no grafico da Figura 7.

Sexo - Mortalidade Infantil 2010

0,5%

B N30 informado
B 1-Masculing

2 —Feminino

Figura 7 - Grafico de Sexo da Mortalidade Infantil em 2010 (Fonte: Elaboragao prépria).

Foi constatado também que a média aritmética das idades da mae foi de 25
anos, com moda, que € o valor que mais aparece na base de dados, de 21 anos.
Entretanto o desvio médio, que é a média de quanto os dados diferem da média
aritmética, foi de 5,85 anos, ou seja, dada a média de 25 anos, as idades das maes
registradas nesta base de dados estdo concentradas aproximadamente entre 20 e
30 anos (SPIEGEL, 1987).

Também foram analisados os dados a respeito da raca dos 6ébitos maternos,
mostrados na Figura 8, onde constatou-se que a grande maioria das ragas dos
Obitos se dividem entre branca e parda, com 16457 (41,3%) e 17282 registros
(43,3%), respectivamente, somando 33739 registros (84,6%). Contudo é possivel
afirmar que a quantidade de 6bitos das ragas branca e parda superam notavelmente

o0 numero de 6bitos das demais racas nesta base de dados.
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Figura 8 - Grafico de Raga e Cor da Mortalidade Infantil em 2010 (Fonte: Elaboragéo propria).

Além disso, foram analisadas as informacdes da quantidade de filhos mortos
que as méaes tiveram antes do obito registrado e foi encontrada a média aritmética
de 2,02 filhos, e a moda de 0O filhos com 21651 registros, ou seja, a maioria dos

obitos registrados sdo de primogénitos.

Gravidez- Mortalidade Infantil 2010

1%

B 1 - Unica
W2 -Dupla

o 3 - Tripla ou mais

Figura 9 - Grafico de Gravidez da Mortalidade Infantil em 2010 (Fonte: Elaboragao prépria).
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Em seguida foi construido um grafico com os dados do tipo de gravidez
(Figura 9), onde verifica-se que a evidente maioria das gravidez foram unicas, o que
€ esperado, uma vez que este tipo de gravidez € a mais comum. Além do tipo de
gravidez, foi analisado o tipo de parto, conforme mostrado na Figura 10, onde
observa-se que 19306 (56%) O6bitos infantis tiveram parto vaginal e 15119 (44%)
tiveram cesaria, desta forma, considerando o total de registros, a desigualdade entre

os dois tipos de parto (12%) pode ser considerada pequena.

Tipo de Parto - Mortalidade Infantil
2010

B 1-vaginal

B 7 - Cesario

Figura 10 - Grafico de Tipo de Parto da Mortalidade Infantil em 2010 (Fonte: Elaboragéo propria).

3.2.5. Transformacgéo dos Dados

A Base de Dados disponibilizada no site do DATASUS se encontra no formato
.dbc, que é a compactacdo de arquivos .dbf. Para leitura destes dados fez-se
necessario realizar o download do sotware Tabwin, disponibilizado para livre acesso
pelo Ministério da Saude no mesmo site. Com este sotware foi possivel
descompactar o arquivo e, apds a descompactacao, |é-lo utilizando o software
LibreOffice Calc e, assim, visualizar os dados. Feito isto, foi salvo um arquivo com a
extensao .csv, que € um arquivo onde as informacgdes da planilha é convertida para
formato texto. A partir deste arquivo foi gerado pelo software Weka um arquivo .arff

que consiste também em um arquivo texto padrao deste software, com um



35

cabecalho onde sido descritos os atributos especificando o tipo de dado de cada um,
seguidos pelos dados em si. Este sera o arquivo utilizada para implementagdo do

algoritmo de mineragao de dados no Weka.

3.3. WEKA

O Weka, acrograma de Waikato Environment for Knowledge Analysis, € um
software de mineragao de dados desenvolvido pela Universidade de Waikato, Nova
Zelandia, e licenciado com a General Public License, que é uma licenga que permite

que o codigo fonte seja acessado e estudado por qualquer usuario.

O Weka foi desenvolvido em Java e, portanto, uma vez configurada a JVM
(Java Virtual Machine - maquina virtual Java) é possivel executa-lo na maioria dos
sistemas operacionais. Possui uma interface grafica para acessar a base de dados,
e apresentar resultados como gréaficos e tabelas, e disponibiliza também uma API
(Application Programming Interface) que pode ser incorporada ao desenvolvimento

de outras aplicagdes para realizar funcionalidade de mineracao de dados.

A tela principal do Weka permite ao usuario escolher entre os quatro tipos de
aplicagdes disponiveis, sendo eles Explorer: Ambiente onde € possivel explorar os
dados, implementando algoritmos de mineragao, e visualisar graficos especificos de
cada atributo e graficos da relagdo entre os mesmos; Experimenter: Ambiente onde
se faz testes e avaliagbes estatisticas; KnowledgeFlow: Ambiente com fungéo
equivalente ao Explorer, porém neste a exploragcao dos dados é feita através de um
fluxograma criado pelo usuario com os médulos disponiveis; e Simple CLI: Interface

para mineragcao de dados em linha de comando.
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Figura 11 — Ambiente Explorer (Fonte: Elaboragao propria).

Ao abrir o ambiente Explorer (Figura 11) sao disponibilizados na parte
superior 0s seguintes recursos:

e Preprocess: Ambiente onde pode ser feito um pré-processamento dos
dados, aplicar filtros, e visualizar informacdes especificas de cada
atributo como maior e menor valor e média;

e Classify: Ambiente que permite treinamento e testes de algoritmo de
classificacao;

e Cluster: Ambiente para implementacdo de agrupamentos de dados,
também chamado de clusterizacao; e

e Visualize: Ambiente onde é montado um esquema 2D dos dados,
evidenciando a relagdo de cada um dos atributos com os demais

(Figura 12).
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Figura 12 — Ambiente Visualize com esquemas 2D dos dados (Fonte: Elaboracéo prépria).

Na parte inferior do ambiente Emplorer encontra-se um botdo chamado Log,

que ao ser clicado abre um histérico com todas as acdes que foram realizadas
durante o uso atual do Weka.

3.4. ALGORITMO EXPECTATION-MAXIMIZATION (EM)

Para uso neste trabalhofoi selecionado o0 algoritmo Expectation
Maximization (EM), pois este €é indicado porNg e MclLachlan (2009) para
clusterizagdo em base de dados com dados incompletos, por possuir convergéncia
global confiavel e estabilidade numérica. O EM estima os valores desconhecidos e

0S parametros, e repete esta estimacao até que os erros se estabilizem.

Inicialmente, o EM calcula uma nova matriz de dados (B) com dados
estimados de acordo com os valores conhecidos na base de dados, interpretada

também como uma matriz (4), e a partir destas duas matrizes é construida uma
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terceira matriz (C) os dados conhecidos de A e os valores faltantes preenchidos
pelos estimados em B, assim como ilustrado na Figura 13, onde a cor clara

representa os valores conhecidos e a cor escura o0s valores estimados.

A:

Figura 13 — llustragdo do passo Expectation (Fonte: Elaboragéo propria).

Desta forma, a constru¢cdo da matriz C pode ser definida na Equagéo (2), em
que M representa uma matriz de mascara, onde M;; =0 se o elemento ij da
matriz A for desconhecido e 1 caso seja conhecido, © é o produto ponto-a-ponto, ou
seja, a multiplicacdo de cada elemento ij de uma matriz com 0 respectivo
elemento ij da segunda matriz, e [1] representa uma matriz de mesma ordem que

as demais com todos seus elementos preenchidos por 1.
C=A0OM+BO([1] - M) (2)
Tendo encontrado C, considera-se h a hipotese atual referente ao conjunto de
parametros 6 e h' a hip6tese revisada a cada iteracdo do EM.

Em seguinda o EM estima os parametros 6 atraves da busca pela

hipétese h' que maximiza a Equacéo (3), onde P(C|h") representa a verossimilhanca
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dos dados completos C na hipotese h'. Além disto, introduz-se o valor esperado da
Equacao (3), pois como B é gerado por uma distribuicdo de probabilidade, esta é
uma variavel aleatéria, tornando sua derivada C tambem uma variavel aleatoria
(LUNA, 2004).

E[ln P(C|h")] 3)

Para encontrar a hipotese que maximiza esta expressao, é necessario estimar
a distribuicdo de probabilidades de C, porém esta distibuicdo é desconhecida pois é
determinada utilizando os parametros 8. Por este motivo, o EM utiliza a hipotese
atual para estimar a distribuicdo de probabilidades de C. Esta transformacdo é
demonstrada pela funcédo Q, conforme Equacdo (4), supondo que o conjunto de

parametros 6 seja igual a hipotese atual h.

Q(h'lh) = E[ln P(C|h")|h, A] (4)

Este algoritmo se dividide, portanto, nos dois seguintes passos:

1. E (Expectation): onde é calculado Q(h'|h) com a hipotese atual h e 0s
dados A para determinar a distribuicAo de probabilidade sobre C

utilizando a Equacéo (4);

2. M (Maximization): onde troca-se a hipotese h pela h', maximizando a

funcdo Q, conforme a Equacéo (5).

h = argmax Q(h'|h)' (5)

3.5. EXPERIMENTOS E RESULTADOS

Apoés carregar o arquivo .arff da base de dados no ambiente Explorer do
Weka, foi aplicado o filtro StratifiedRemovefFolds para retirar da base uma parcela de

dados que sera utilizada para teste do algoritmo no momento da aplicagdo. Desta
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forma, dividiu-se a base de dados em duas, uma com 3987 registros, ou seja, 10%
da base original, e outra com 35882 registros. A partir da base de dados maior foi
feita uma anadlise inicial com o Visualize, e em seguida foi aplicado o algoritmo

Expectation Maximization usando a base menor como conjunto de teste.

3.5.1. Analise com o Visualize

A partir do ambiente Visualize foi realizada uma analise preliminar da relacéo
entre os atributos da base de dados. Entretanto o numero de atributos dificultou esta
analise, pois os esquemas 2D montados pela ferramenta n&o permite ver claramente

a relacao de todos os dados.

400 =

H

o 3500 ]

Figura 14 — Gréfico comparativo entre peso e idade (Fonte: Elaboracdo prépria)

Ainda assim, notou-se uma tendéncia de agrupamento no grafico da relagao
entre peso e idade, conforme mostrado na Figura 14, onde os dados sao
nitidamente separados em quatro grupos. Contudo esta € uma informacéo ja
esperada, pois, considerando que sdo dados de criangas de até cinco anos,

pressume-se que quanto maior for a idade conseguentemente maior sera o peso.



41

3.5.2. Aplicacédo do Algoritmo EM

Foi aplicado o algoritmo EM, utilizando como conjunto de teste a base de
dados construida pelo filtro StratifiedRemoveFolds. O algoritmo separou os dados
em trés grupos, chamados também de clusters, sendo o segundo cluster o maior,
com 80% do registros. No primeiro cluster foram designados apenas 6% dos dados
da base original, correspondendo ao menor dos trés clusters. Notou-se que no
menor cluster a média da idade da mae é de 27,5 anos, sendo maior que a dos

outros demais clusters (24,5 e 24,4 anos) e também maior que a média geral (25

anos).
Clusterizacdo- Raca/Cor
Indigena
Parda
Amarela
Preta
Branca
2.000 4.000 5.000 8.000 10.000 12 000 14.000
Branca Preta Amarela Parda Indigena
Cluster 3 10618 160 8 a4 29
W Cluster 2 1.187 S66 29 13.053 151
B Cluster 1 8184 190 11 1544 14

Figura 15 — Clusterizacdo do EM para Raga/Cor (Fonte: Elaboracao prépria)

Devido ao fato do segundo cluster ser maior que os demais, é esperado que
englobe maior parte dos dados de cada atributo, fazendo com que o numero de
Obitos de cada raga seja maior neste cluster. Porém foi observado que no cluster 2
uma grande quantidade de O&bitos pertencem a raga parda, superando
excessivamente as demais ragas, conforme mostrado na Figura 15. Isto é notavel,
pois um grande numero de Obitos desta raga se concentra em um unico cluster, ao
contrario da raga branca, que apesar de também ter grandes numeros, se divide

entre os clusters 1 e 3.
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Clusterizacao - Tipo de Parto

B Parto Cesaric M Parto Mormal

Cluster 3

Cluster 2
10916

Cluster 1

Figura 16 — Clusterizagao do EM para tipo de parto (Fonte: Elaboracgao prépria)

Também foi constatado que nos dois maiores clusters o numero de obitos que
sofreram parto normal superam em grande numero os 6bitos provenientes de parto
cesario, com numeros que ultrapassam o dobro, conforme mostrado na Figura 16.
Apenas no cluster 1, que contém 6% dos dados, o numero de parto cesario € maior
que o de parto normal. Além disto, observou-se, como mostrado na Figura 17, que
grande parte dos obitos fetais ocorrem no perido entre 37 e 41 semanas de
gestacdo, com a maior quantidade estando no cluster 2, e um numero
proporcionalmente grande no cluster 3. Observa-se também que os o6bitos relativos

ao periodo entre 28 e 31 semanas concentram-se no cluster 1.

Todas estas informagdes podem ser uUteis no planejamento de novos projetos
de minizagdo da taxa de mortalidade infantil, uma vez que ficou evidente que o
grupo de Obitos infantis relativos a raga parda que sofrem parto normal,
provavelmente por dependerem apenas do setor publico, excede grandemente os
demais. Entretanto, em um algoritmo de clusterizagdo, os dados n&do sdo divididos
tendo em vista apenas um atributo, mas sim com a influéncia e relagdo entre estes

atributos. Por este motivo, a analise do cluster se mostra extremamente complicada,
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uma vez que também ndo se deve observar cada atributo individualmente, mas sim

os clusters como um todo e os dados pertencentes a cada um.

Mais de 42

37-41 semanas

32-36 semanas

28-31 semanas

22-27 semanas

Clusterizacdao - Tempo de Gestacao

Menosde 22
0 1000 2000 3000 4000 5000 6.000 7FO0OO S8.000
Menos de 22-27 28-31 32-36 37-41 )
Mais de 42
22 SEManas S M anas S Manas SEManas

W Cluster 3 305 1.660 581 1532 0.696 146
W Cluster 2 580 2707 1786 2.605 7.064 244
B Cluster 1 236 2570 2.573 2432 14973 108

Figura 17 — Clusterizagcao do EM para tempo de gestagao (Fonte: Elaboragao propria)
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4. CONSIDERAGOES FINAIS

A taxa de mortalidade infantil representa quantas criangas menores de um
ano morrem a cada mil criangas nascidas vivas. Essa taxa € um importante indicador
da situacao do pais, pois esta relacionado com as condi¢cdes do sistema de saude e
do saneamento basico oferecido a populacdo. Portanto, é de interesse comum que

sejam tomadas providéncias para diminuir tal indice.

Com o avango tecnolégico, o setor da saude tem produzido um grande
numero de informacdes a respeito dos indicadores de saude, sendo um deles a
mortalidade infantil. Porém, a base de dados produzida é muito extensa, o que torna
dificil analisa-la. Para possibilitar esta analise foi feito uso da Mineracdo de Dados,
que busca padrdes, anomalias, similaridades ou discordancia entre os dados para
transforma-los em informacdes uteis. Com isto, esperava-se produzir conhecimento
suficiente para ajudar na criacdo de futuros projetos de minimizagcdo da taxa de

mortalidade infantil em nosso pais.

ApOs expor os conceitos e os dados histéricos a respeito da mortalidade
infantil e da Mineragcdo de Dados, foi apresentado o funcionamento da ferramenta
Weka, utilizada na aplicagdo proposta neste trabalho. Foi selecionado o algoritmo
Expectation Maximization, aplicando-o em uma base de dados cedida pelo Ministério
da Saude para uso publico. Por meio desta aplicagao, os dados foram divididos em
trés grupos com similariedades entre os atributos, tais como raga e tipo de parto.
Entretanto, a hipotese confirmada neste trabalho foi a de que apesar de descobrir
alguns padrdes, o conhecimento resultante apenas da aplicacdo do algoritmo
Expectation Maximization nesta base de dados é insuficiente para auxiliar a criagao
de novos projetos de redugao da mortalidade infantil, podendo ser utilizado como
apoio no planejamento destes projetos, mas ndo como unica fonte de informagao e

certeza de sucesso.

Por este motivo, sugere-se para trabalhos futuros a aplicacdo de outros
algoritmos de clusterizacdo nesta mesma base de dados para comparar o0s
resultados obtidos e avaliar o melhor entre eles. Sugere-se também a jun¢ado da
base de dados de mortalidade infantil com os registros de todos os nascimentos no

pais para criagdo de um modelo que faga uso de um algoritmo de predicéo,
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estimando a probabilidade de ocorrer ébito infantil dadas as novas informacdes a

respeito dos pacientes.
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